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15th National Conference on Watershed Management Sciences and Engineering of Iran 

Watershed Management and National Security

پیشبینی خشکسالی هواشناسی در ایستگاه سینوپتیک ساری، با استفاده شاخص بارش استاندارد (SPI) و مدل پرسپترون چندلایه (MLP)
مهدی نعمتی روشن
، مهدی نادی
، رضا نوروز ولارشدی
، رامین فضل اولی

چكيده
خشکسالی از پدیده‌های مخرب طبیعی است که گستره وقوع آن شامل تمامیِ مناطق از جمله اقلیم‌های مرطوب نیز می‌شود. در تحقیق جاری قصد بر ارائه پیش‌بینی خشکسالی هواشناسی در منطقه معتدل و مرطوب ساری می‌باشد. بدین منظور داده‌های ماهانه بارش از سازمان هواشناسی کشور، برای دوره 2000 تا 2017 دریافت گردید. سپس شاخص بارش استاندارد (SPI) برای این منطقه در سه پنجره زمانی 3 ماهه (SPI3)، 6 ماهه (SPI6) و 12 ماهه (SPI12) محاسبه شد.  مدل استفاده شده برای پیش‌بینی، مدل پرسپترون چندلایه (MLP) است که از مهمترین مدل‌های هوش مصنوعی می‌باشد. ورودی‌های استفاده شده برای پیش‌بینی SPI، شامل مقادیر گذشته ی خود متغیر بود و برای هر پنجره زمانی توسط تابع خودهمبستگی انتخاب گردید. داده ها برای ورود به مدل به دو بخش آموزش و آزمون تقسیم گردیدند که به ترتیب شامل 75 و 25 درصد از کل داده‌ها می‌باشد. پس از اجرای مدل مشخص شد که بهترین آرایش شبکه برای پیش‌بینی SPI، آرایش یک لایه پنهان و 15 نورون است و توابع انتقال تانژانت سیگموییدی و لگاریتم سیگموییدی بهترین سازگاری را با داده‌های این تحقیق داشتند. نتایج نشان داد که مدل MLP دقت بسیار خوبی در پیش‌بینی SPI برای این اقلیم داشته است و در مقایسه با نواحی خشک و نیمه‌خشک بسیار کارآمد تر است. همچنین پیش‌بینی پنجره‌های زمانی بزرگتر (SPI6 و SPI12) با دقت بیشتری نسبت به پنجره زمانی کوچکتر (SPI3) انجام می‌گیرد.
کلیدواژه: خشکسالی، شبکه عصبی مصنوعی، شاخص بارش استاندارد، خشکسالی هواشناسی
1- مقدمه:
خشکسالی یکی از مخرب ترین بلایای طبیعی بوده که گاه تدریجی و گاه به‌سرعت آثار خود را آشکار می‌کند، این پدیده که غالبا به‌عنوان یک اثر خزنده تلقی می‌شود (9)، ﭘﺪﯾﺪه‌اي اﺳﺖ ﮐﻪ ﺑﺮﮔﺸﺖﭘﺬﯾﺮ ﺑﻮده و ﻣﯽ‌ﺗﻮاﻧﺪ ﺑﺨﺶ‌ﻫﺎي ﻣﺨﺘﻠﻒ زﻧﺪﮔﯽ اﻧﺴﺎن و ﻣﺤﯿﻂ زﯾﺴﺖ را ﺗﺤﺖ ﺗﺄﺛﯿﺮ ﻗﺮار دﻫﺪ. خشکسالی ﻣﺴﺘﻘﯿﻤﺎً ﺑﻪ ﻣﺴﺌله ﮐﻤﺒﻮد آب ﻣﺮﺗﺒﻂ بوده (12) و به موجب از کمبود بارش در منطقه رخ میدهد. اگرچه اثرات خشکسالی در اقلیمهای خشک مخرب تر است، اما این پدیده محدود به نواحی خشک و نیمه خشک نبوده و در تمامی نقاط زمین از جمله نواحی مرطوب و بسیار مرطوب نیز اتفاق می افتد. خشکسالی دارای انواع گوناگون از جمله خشکسالی هواشناسی، هیدرولوژیکی، کشاورزی و... است که همگی تحت تاثیر اولیه ی خشکسالی هواشناسی ایجاد شده و سپس در بخشهای مختلف پدیدار میگردند. کمی سازی خشکسالی توسط شاخصهای خشکسالی صورت میگیرد. این شاخص ها با استفاده از روابط ریاضی و آماری برروی متغیرهای هواشناسی، این پدیده را به حالت کمی تبدیل کرده و با تعریف طبقات برای آن، شدت ضعف خشکسالی را نمایش میدهند. که از جمله سرشناس ترین این شاخص ها شاخص بارش استاندارد یا SPI
 است. پیش‌بینی خشک‌سالی به طور چشم گیری می‌تواند مدیریت آن را بهبود بخشیده و در نتیجه از اثرات منفی آن بکاهد. از آنجا که خشکسالی دارای ماهیتی خزشی است، امکان ارائه پیشبینی درست و به موقع برای یک منطقه وجود دارد. در مطالعات داخلی تحقیقات متعددی از استفاده مدلهای شبکه عصبی برای پیش بینی خشکسالی وجود دارد (1، 2، 5، 6، 7، 11). با توجه به عملکرد مطلوب مدل MLP در پیش بینی شاخص SPI برای نواحی مختلف، در تحقیق حاضر قصد بر استفاده از این مدل برای پیش بینی وضعیت خشکسالی در ایستگاه سینوپتیک شهر ساری، واقع در استان مازندران میباشد.
2- مواد و روش‌ها
2-1- منطقه و داده‌ها
استان مازندران در شمال رشته کوه البرز و جنوب دریای خزر واقع است و در نواحی مختلف آن دو اقلیم مرطوب و کوهستانی غالب میباشند. شهر ساری مرکز این استان بوده و در طبقه اقلیمی مرطوب و معتدل قرار دارد. ایستگاه هواشناسی سینوپتیک ساری در اواخر سال 1999 تاسیس شده است. این ایستگاه در عرض جغرافیایی 55/36 درجه شرقی، طول جغرافیایی 00/53 درجه شمالی و ارتفاع 07/22 متر از سطح آبهای آزاد است. داده های مورد استفاده در این تحقیق شامل مجموع بارش ماهانه است که از سازمان هواشناسی ایران (IRIMO) برای دوره آماری 2000-2017 (17 سال) دریافت گردیده است (3).
2-2- شاخص بارش استاندارد (SPI) 
این شاخص تحت عنوان نمایه ای برای خشکسالی هواشناسی در آمریکا معرفی شد (8). پس از آن برای اکثریت نقاط دنیا مورد آزمایش قرار گرفت و بعنوان نمایه ای مناسب در نشان دادن شدت و ضعف خشکسالی پذیرفته گردید. این نمایه بر پایه توزیع گاما و احتمال خروجی از آن برای داده های بارش استوار بوده و برای محاسبه نیازمند داده های بارش در مقیاس ماهانه (یا هفتگی) میباشد. نکته دیگر در مورد این شاخص، محاسبه بارش تجمعی چندماهه تحت عنوان پنجره زمانی است. پنجره های زمانی مدت زمان دوام اثرگذاری رخداد بارش در یک ماه راه را نشان میدهند. در این تحقیق از پنجره های زمانی سه ماهه (SPI3)، شش ماهه (SPI6) و دوارده ماهه SPI (SPI12) استفاده شده است. 
2-3- مدل پرسپترون چندلایه (MLP)
این روش یک مدل مصنوعیِ از عملکرد بیولوژیکیِ مغز است که در راستای مدلسازی عددی در علوم مختلف مورد استفاده قرار میگیرد. MLP ارتباط غیرخطی میان بردارهای ورودی و خروجی رانشان میدهد. این عمل از طریق اتصال نرونهای یک لایه به لایه دیگر برقرار میشود. خروجی هر نورون در ضرایب وزنی ضرب شده، و به عنوان ورودی به تابع تحریک غیرخطی داده میشود. در مرحله آموزش، اطلاعات آموزشی به پرسپترون داده شده، سپس وزنهای شبکه به گونه‌ای تنظیم میشوند که خطای بین هدف و خروجیِ مدل، کمینه شود. همچون تمامیِ فرآیندها مدلسازی، ورودیهای متفاوتی که در مرحله آموزش حضور نداشتند، برای اعتبارسنجیِ مدل استفاده میگردند. (10). در تحقیق جاری هدف از این مدل ارائه ی پیشبینی برای شاخص SPI است، لذا ورودیهای مدل شامل مقادیر شاخص SPI در ماههای گذشته میباشد.
3- یافته ها
مرحله اولیه در این بررسی محاسبه شاخص میباشد. همانگونه که ذکر شده بود، سه پنجره زمانی از SPI شامل SPI3، SPI6 و SPI12 محاسبه شد. تفاوت این سری های محاسبه شده در مدت زمان دوام یک رخداد کمبود بارش برروی بخشهای مختلف است. مرحله بعدی در این فرایند انتخاب ورود برای مدل است. در یک مدلسازی برای پیش بینی، ورودیهای مدل باید مقادیر آن متغیر در تاخیرهای زمانیِ ماقبلِ آن باشند. لذا باید تاخیرهای زمانی مناسب انتخاب گردند. برای این منظور از تابع ACF
 استفاده گردید. این تابع معنیداری همبستگی متغیر را با تاخیرهای زمانیِ خود بررسی میکند. تاخیرهای زمانی منتخب برای پیش بینی SPI3، شامل تاخیرهای 1، 2، 5، 6، 7، 8، 11، 12، 13، 16، 17، 18 و 19 ماه هستند. برای SPI6 این تاخیرها عبارتند از 1، 2، 3، 5، 6، 7، 12، 13، 17، 18 و 19 ماه، و برای SPI12 تاخیرهای 1، 2، 3، 4، 5 و 6 ماه تاخیرهای زمانی معنی دار میباشند و بعنوان ورودی مدل MLP مورد استفاده قرار خواهند گرفت.
پیش از ورود به مدل، داده ها به دو بخش آموزش و آزمون تقسیم میشوند که به ترتیب شامل 75 و 25 درصد از داده ها هستند. تنظیم کننده های این مدل شامل پارامترهای آن هستند که به صورت آزمون-خطا انتخاب میشوند. این پارامترها عبارتند از تعداد لایه های پنهان، تعداد نورون در هر لایه پنهان، و نوع تابع انتقال دارون نورونهای مصنوعی، که به مجموعه این موارد آرایش مدل گفته میشود. در تحقیق حاضر آزمایشها نشان داد که داده ها با دو لایه پنهان بیشترین سازگاری را داشته اند. همچنین در میان توابع انتقال، توابع شعاعی پایه (radbas)، تانژانت سیگمویید (tansig) و لگاریتم سیگمویید (logsig) بهترین عملکردها را برای پیش بینی SPI ارائه میدهد. پس از اجرای مدل مشخص شد که بهترین آرایش شبکه برای پیش‌بینی SPI، آرایش یک لایه پنهان و 15 نورون است و توابع انتقال تانژانت سیگموییدی و لگاریتم سیگموییدی بهترین سازگاری را با داده‌های این تحقیق داشتند. پیش بینی های ارائه شده برای این سه پنجره زمانی در دو دوره آموزش و آزمون در شکل 1 قابل مشاهده است.
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شکل 1. نمودار سری زمانی مقادیر مشاهده ای SPI در کنار پیش بینی های مدل MLP

همانگونه که مشخص است، پیش بینی های مدل MLP همپوشانی قابل ملاحظه ای با مقادیر واقعی دارند (شکل 1) و این همپوشانی ها در پنجره های زمانی 6 و 12 ماهه ی SPI بیشتر از پنجره زمانی 3 ماهه به چشم میخورد. همچنین در دوره های خشک دقت مدل بسیار خوب و قابل قبول بوده است. بعنوان مثال در SPI3 در دوره آموزش، جولای و آگوست 2006 و همچنین آگوست و سپتامبر 2010 در شرایط خشکسالی استثنائی قرار داشته اند و مدل به خوبی توانسته است که این شاخص را در طبقه درست پیش بینی نماید؛ همچنین در دوره آزمون SPI3، در جولای و آگوست 2017 این ایستگاه در خشکسالی استثنائی بوده که مدل توانسته پیش بینی کاملا درستی را ارائه دهد. برای SPI6 نیز این شرایط در جولای و آگوست 2006، آگوست 2008، سپتامبر تا نوامبر 2010 برای دوره آموزش؛ و آگوست 2017 برای دوره آزمون رخ داده است که نتایج پیش بینی بسیار عالی ارزیابی شده است. اما در SPI12 اکثر ماهها در هر دو دوره ی آموزش و آزمون، همپوشانی پیش بینی ها و مقادیر مشاهده ای چشم گیر بوده و پیش بینی مدل چه در شرایط ترسالی و چه خشکسالی بسیار مطلوب گزارش میشود.
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شکل 2. نمودار همبستگی خروجی های مدل با مقادیر واقعی
در شکل 2 از نمودار نقطه ای و خط رگرسیونی، برای مقایسه پیش بینی های مدل با مقادیر واقعیِ SPI استفاده شده است. مقادیر R2 در پنجره زمانی کوچکتر (SPI3) کمتر بوده و در پنجره های زمانی بزرگتر (SPI6 و SPI12) بزرگتر میباشد. این مساله گواه بر عملکرد دقیق ترِ مدل در پیش بینی پنجره های زمانیِ بزرگتر است. همچنین نقاط در پنجره زمانی کوچکتر پخش شده هستند اما در پنجره زمانیِ بزرگتر، بیشتر حول محور خط رگرسیونی متمرکز شده اند. در هر حال با توجه به ضرایب تبیین R2 برابر با 0.81 برای SPI3 و 0.90 برای SPI6 و SPI12، عملکرد مدل در پیش بینی هر سه پنجره زمانی بسیار خوب ارزیابی میگردد.
5- نتیجه گیری
به طور کلی میتوان نتیجه گرفت دقت پیش بینی خشکسالی در نواحی مرطوب بسیار مطلوب است و میتوان در ابعاد وسیع تر این موضوع را مورد بررسی قرار داد. پیش بینی در ناحیه ی مرطوبی همچون ساری، دقت مدل MLP برای پیش بینی اوج های خشک سالی بسیار عالی بوده است و در نتیجه قابل کاربرد برای هشدار وقوع خشکسالی های شدید و حتی استثنایی در این منطقه میباشد. پیشنهاد به استفاده از الگوریتمهای بهینه سازی برای بهینه سازی پارامترهای مدل MLP، در راستای ارائه پیش بینی دقیق تر برای SPI میشود. همچنین باتوجه به نتایج امیدوار کننده ی تحقیق جاری، اجرای آن برای کل نواحی مرطوب سواحل جنوبی دریای خزر پیشنهاد میگردد.
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Forecasting meteorological drought in Sari synoptic station, using Standardized Precipitation Index (SPI) and Multilayer Perceptron (MLP) model 
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Abstract
Drought is a destructive natural phenomenon which occurs in all areas, including humid climates. In this study, the aim is to represent a prediction for meteorological drought, in the humid-moderate region of Sari. For this, the monthly precipitation dataset was prepared from Iranian Meteorological Organization (IRIMO) by the period of 2000 to 2017. Then, Standardized Precipitation Index (SPI) was calculated in three time windows of 3-month (SPI3), 6-month (SPI6), 12-month (SPI12). The used model for prediction is Multilayer Perceptron (MLP) neural network, which is one of the most important artificial intelligent models. The inputs are the time lags of the index that was selected by Autocorrelation Function (ACF) for each of the time windows. To import the data to the model, the data samples were divided into two phases of training and testing, which includes 75% and 25% of the samples, respectively. After implementing the model, it was shown that the best network makeup for SPI prediction was 1- hidden layer and 15 neurons, and the tansig and logsig transfer functions had the best adaptation with this study’s dataset. The results show that MLP model has a very good accuracy in predicting SPI for this climate and is more efficient in comparison with the arid and semi-arid areas. In addition, prediction of the larger SPI time windows (SPI6 & SPI12) has more accurate performances related to smaller time window (SPI3). 
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